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Hlavni otazka

Jaké dukazy potfebujeme, abychom mohli obhéjit, Ze model je pro nasi biologickou otazku
dobry?

1 Co uz s daty umime udélat?

Pti analyze dat uz umime propojit nékolik krokt: data prohlédnout, zobrazit, polozit biologickou
otazku, odhadnout model, interpretovat jeho vystup a zkontrolovat jeho pfedpoklady.

Sestavte pracovni postup

V jakém poradi byste pouzili kroky prohlédnout data, zobrazit vztah, formulovat model,
interpretovat vystup a zkontrolovat residua? NeZz budete pokracovat, sestavte si vlastni
poradi.

Jedna obhajitelna cesta je polozit biologickou otazku, prohlédnout a zobrazit data, formulovat
model, interpretovat jeho vystup a zkontrolovat residua. Jednotlivé kroky se mohou opakovat:
diagnostika nas napfiklad muze vratit k biologické otazce nebo k formulaci modelu. V této lekci
znamy postup pouzijeme na novy soubor dat a rozsifime jej o porovnani nékolika modelt.

2 Vysledky uceni

Po prostudovani této lekce budete schopni:

« vypocitat koeficient determinace R? (coefficient of determination) z celkového souctu ¢tverct a
souctu ¢tverct residui a vysvétlit, co popisuje;

« vysvétlit, pro¢ nejvyssi R> automaticky neznamena nejlepsi model;

« rozlisit, jak R?, adjustované R* (adjusted R-squared) a Akaikeho informacni kritérium (Akaike
information criterion, AIC) zachazeji se shodou a slozitosti, a pouzivat AIC jen k relativnimu
porovnani modelu;

« sestavit malou sadu biologicky zdivodnénych kandidatnich modelt se stejnou odezvou a
stejnymi pozorovanimi;

« obh4jit volbu modelu pomoci biologické otazky, slozitosti, diagnostiky a interpretovatelnosti a
pojmenovat jeji omezeni.

3 Jeden radek tabulky predstavuje jeden strom

Budeme pracovat s méfenim tfi druhti severoamerickych jehli¢nant. Kazdy fadek dat predstavuje
jeden strom. Pro tuto lekci vyuZijeme druh stromu, primér kmene méfeny ve vysce 1,3 m a vysku



stromu. V minulé lekci vyska stromu poméhala odhadnout objem dfeva u jinych stromu; tady jde
0 jiné stromy a vyska je naopak odezvou, kterou chceme popsat.

Soubor allometrie_stromu.csv je soucasti materialti lekce. Pro nasledujici kod jej ulozte do slozky

data ve svém projektu v R.

# Nacteme vyukovou tabulku stromd
data stromy <-
read.csv(file = "data/allometrie stromu.csv")

# Druh stromu prevedeme na kategoridalni proménnou
data stromy$druh stromu <-
factor(x = data_stromy$druh_stromu)

Tabulka obsahuje 63 stromt a 3 druhy. Nez za¢neme modelovat, zkontrolujeme nékolik radka,
strukturu proménnych, chybéjici hodnoty a zastoupeni druht.

# Prohlédneme prvni radky proménnych pouzitych v modelu
head (
x = data_stromy[

’

ol
"druh_stromu",
"prumer_ kmene cm",
"vyska stromu m"
)
1,
n==~o6
)
druh_stromu prumer kmene cm vyska stromu m
1 Pseudotsuga menziesii 54.61 27.04
2 Pseudotsuga menziesii 34.80 27.42
3 Pseudotsuga menziesii 24.89 21.23
4 Pseudotsuga menziesii 28.70 24.96
5 Pseudotsuga menziesii 34.80 29.99
6 Pseudotsuga menziesii 37.85 28.07

# Ovérime datové typy a pocCet chybéjicich hodnot
str(object = data stromy)


https://cuni-natur-biostatistics.github.io/L09/current/data/allometrie_stromu.csv

'data.frame': 63 obs. of 5 variables:

$ druh_stromu : Factor w/ 3 levels "Pinus monticola",..: 33 3 3 33 3 3
83 cos

$ prumer _kmene cm : num 54.6 34.8 24.9 28.7 34.8 ...

$ vyska stromu m : num 27 27.4 21.2 25 30 ...

$ plocha listu m2 : num 338.49 122.16 3.96 86.35 63.35 ...
$ hmotnost vetvi kg: num 410.25 83.65 3.51 73.13 62.39 ...

colSums(x = is.na(data stromy))

druh_stromu prumer_kmene cm vyska stromu m plocha listu m2

0 0 0 0
hmotnost vetvi kg
0

# Zkontrolujeme pocet stroml jednotlivych druhi
table(

data stromy$druh stromu,

useNA = "ifany"

Pinus monticola Pinus ponderosa Pseudotsuga menziesii
19 22 22

# Zkontrolujeme rozsahy priméru a vy$ky

range (
x = data_stromy$prumer kmene cm,
na.rm = TRUE

[1] 4.83 73.66

range (
x = data_stromy$vyska stromu m,
na.rm = TRUE



[1] 3.57 44.99

# Porovname rozsahy priméru kmene mezi druhy
tapply(

X = data _stromy$prumer kmene cm,

INDEX = data stromy$druh stromu,

FUN = range,

na.rm = TRUE

$ Pinus monticola’
[1] 6.48 73.66

$ " Pinus ponderosa’
[1] 4.83 70.61

$ Pseudotsuga menziesii®
[1] 5.33 69.85

Priméry kment sahaji od 4,8 do 73,7 cm a vysky od 3,6 do 45,0 m. Rozsahy priméru kmene
jednotlivych druht se prekryvaji, takze druhy miZeme porovnavat alespon v Casti spole¢ného
rozsahu. Hodnoty jsou pro méfené stromy vérohodné; nevidime zaporné hodnoty ani zjevnou
chybu jednotek.

Doplnujici: ptvod dat

Data pochazeji z objektu allometry v balicku lgrdata, verze 0.1.1. Méfeni jsou pripisovana
Johnu Marshallovi z University of Idaho a byla zvefejnéna pod licenci CC0. Pokud je tato verze
balicku lgrdata nainstalovana, ptivodni tabulku lze nacist pfimo z néj; neni tfeba stahovat
ani rozbalovat archiv. Nasledujici kod ovéri verzi balicku, nacte ptivodni tabulku, pfejmenuje
proménné a ulozi soubor pouzity v této lekei.

# Ovérime verzi zdrojového balicku
stopifnot(
as.character(
x = packageVersion(pkg = "lgrdata")
) == "0.1.1"

# Nacteme plvodni objekt z balicku
data(



https://cran.r-project.org/package=lgrdata

list = "allometry",
package = "lgrdata"
data_allometry source <- allometry

# Prelozime zkratky druhl a vybereme vyukové proménné
vec nazvy druhu <-

c(
"PIMO" = "Pinus monticola",
"PIP0" = "Pinus ponderosa",
"PSME" = "Pseudotsuga menziesii"

data allometry teaching <-
data. frame(
druh_stromu = unname(
obj = vec nazvy druhul
as.character(x = data_allometry source$species)
]
),
prumer kmene cm = data_allometry source$diameter,
vyska stromu m = data allometry source$height,
plocha listu m2 = data allometry source$leafarea,
hmotnost vetvi kg = data allometry source$branchmass

# Ovérime pocet radkd a chybéjici hodnoty
stopifnot(
nrow(data allometry teaching) ==
nrow(data allometry source),
'anyNA(data_allometry teaching)

# Ulozime stejnou tabulku, jakou nacitd tato lekce
write.csv(

x = data_allometry teaching,

file = "data/allometrie stromu.csv",

row.names = FALSE,

fileEncoding = "UTF-8"




4 Jak se vyska méni s praimérem kmene?
Vztah dvou numerickych proménnych zobrazime pomoci bodového grafu (anglicky scatter plot).
Druh stromu rozlisuje barva i tvar bodu, ale kazdy bod stale predstavuje jeden konkrétni strom.

# Barvy a tvary druhd budeme pouzivat stejné ve vsSech grafech
vec_barvy druhu <-

c(
"Pinus monticola" = "#4E9A8A",
"Pinus ponderosa" = "#C2613A",
"Pseudotsuga menziesii" = "#2E6CA4"

vec_symboly druhu <-
&(

"Pinus monticola" = 16,
"Pinus ponderosa" = 17,
"Pseudotsuga menziesii" = 15

# Zobrazime vztah prdméru kmene a vy$ky stromu
plot(

x = data_stromy$prumer kmene cm,

y = data_stromy$vyska stromu m,

col = vec_barvy druhu[as.character(data_stromy$druh stromu)],
pch = vec _symboly druhul[as.character(data stromy$druh stromu)],
cex = 1.2,

cex.axis = 1.2,
cex.lab = 1.2,
xlab = "Prdmér kmene ve vy$ce 1,3 m (cm)",

ylab = "VySka stromu (m)

legend (
x = "bottomright",
legend = names(vec_barvy druhu),
col = vec barvy druhu,
pch = vec symboly druhu,
text.font = 3,
bty = "n"
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Obrazek 1: Vyska stromu v zavislosti na priméru kmene. Barva a tvar bodu rozlisuji druhy
stroml.

Co vidite v datech?

Popiste nejsilnéjsi spole¢ny vzorec a jednu vlastnost grafu, kvili které by jedina pfimka
nemusela stacit.

Vyska se s rostoucim pramérem kmene vétsinou zvétsuje. Barvy druhti vSak v nékterych ¢astech
grafu lezi v odli$nych vyskovych pasmech, takze jedna spole¢na pfimka muze prehlizet rozdily

mezi druhy.

5 Jak vztah popiseme jednim lineArnim modelem?
Jako prvni pokus pouzijeme linearni model, ktery vysku vsech stromt popise jednou spole¢nou
pfimkou. Odezvou je vyska stromu a prediktorem je priamér kmene.

# Odhadneme jednu spolecnou primku pro vSechny stromy
mod_spolecny <-
Tm(
formula = vyska stromu m ~ prumer kmene cm,
data = data_stromy



# Pridame odhadnutou primku do grafu

plot(
x = data_stromy$prumer kmene cm,
y = data stromy$vyska stromu m,
col = vec_barvy druhu[as.character(data_stromy$druh stromu)],
pch = vec_symboly druhu[as.character(data stromy$druh stromu)],
cex = 1.2,
cex.axis = 1.2,
cex.lab = 1.2,
xlab = "Prdmér kmene ve vysce 1,3 m (cm)",

ylab = "VySka stromu (m)"

abline(
reg = mod spolecny,
col = "#5D2890",
lwd = 3

Vyska stromu (m)

10 20 30 40 20 60 70

Pramér kmene ve vysce 1,3 m (cm)

Tento model zamérné ignoruje druh stromu a popisuje vSechny stromy jedinou pfimkou.



6 Co uzZ umime precist ze summary()?

Vystup summary () obsahuje ¢asti, se kterymi uz umime pracovat, i dva dosud nevysvétlené radky.
Prohlédnéte si cely vypis a zkuste je rozlisit.

# Zobrazime Uplny souhrn odhadnutého modelu
summary (object = mod_spolecny)

Call:
Im(formula = vyska stromu m ~ prumer_kmene cm, data = data_stromy)

Residuals:
Min 1Q Median 3Q Max
-12.4226 -5.3191 0.7425 4.6637 10.5197

Coefficients:

Estimate Std. Error t value Pr(>|t]|)
(Intercept) 7.59674 1.47310 5.157 2.88e-06 ***
prumer kmene cm 0.51791 0.03647 14.201 < 2e-16 ***

Signif. codes: 0 '***' 0.001 '**' 0.01 '*' 0.05 '.' 0.1 ' ' 1

Residual standard error: 5.548 on 61 degrees of freedom
Multiple R-squared: 0.7678, Adjusted R-squared: 0.764
F-statistic: 201.7 on 1 and 61 DF, p-value: < 2.2e-16

Znamé a nové casti vystupu

Které casti vystupu uz dokazete interpretovat? Které dva fadky zatim predstavuji nové
otazky?

Uz umime ¢ist volani modelu, souhrn residui a tabulku koeficientt s jejich nejistotou. Novymi
otazkami zlstava vyznam radkt Multiple R-squared a Adjusted R-squared.

7 Co model prehlizi?
Z predchozich lekei uz zname residua: rozdily mezi pozorovanymi a modelem odhadnutymi hod-

notami. Vhodny model by v nich nemél zanechavat snadno rozpoznatelny systematicky vzorec.
Zde se proto neptame, co residuum znamena, ale zda spole¢na primka prehlizi rozdil mezi druhy.

# Zobrazime residua a zachovame barvy a tvary druhd
plot(
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x = fitted(object = mod_spolecny),

y = residuals(object = mod spolecny),

vec_barvy druhu[as.character(data_stromy$druh stromu)l],
vec_symboly druhu[as.character(data_stromy$druh stromu)],

T 0O
O O
> ~
I

cex = 1.2,

cex.axis = 1.2,

cex.lab = 1.2,

xlab = "0dhadnutd vyska stromu (m)",
ylab = "Residuum (m)"

abline(

h =0,

col = "#2E2E2E",

lty = 2
)
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Obrazek 2: Residua spole¢ného modelu podle odhadnuté vysky. Barva a tvar bodu rozlisuji druh

stromu.

# Porovname residua s ocekavanim normalniho rozdéleni
ggnorm(
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y = residuals(object = mod_spolecny),
pch = 19,

cex.axis = 1.2,

cex.lab = 1.2,

main = "Q—Q graf residui",
xlab = "Teoretické kvantily",
ylab = "Kvantily residui (m)"
)
gqline(

y = residuals(object = mod spolecny),
col = "#2E2E2E",

lwd = 2
)
Q-Q graf residui
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Obrazek 3: Q-Q graf residui spole¢ného modelu.

Detektivni prace s residui

Zustava v residuich spole¢ného modelu rozdil mezi druhy? Co by takovy vzorec znamenal
pro jednu spole¢nou primku?
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Residua druhu Pinus monticola lezi pfevazné nad nulou; jejich pramér je +2,7 m. Spole¢na pfimka
tedy vysku tohoto druhu soustavné podhodnocuje a vysku ostatnich dvou druhti spise nadhod-
nocuje (pramérna residua -0,9 a -1,4 m). Takovy vzorec v residuich ukazuje, Ze model prehlizi
rozdil mezi druhy.

8 Je jeden model jedinou rozumnou moznosti?

Spole¢na pfimka odpovida jedné biologické predstaveé: stejné silné stromy maji podle modelu
stejnou odhadnutou vysku bez ohledu na druh. Pozorovany graf a residua ale pfipoustéji také
rovnobézné pfimky jednotlivych druht nebo pfimky s rozdilnymi sklony.

9 Tti modely vyjadfuji tfi biologické predstavy
Kazdy kandidatni model vyjadfuje jinou pfedstavu o vztahu praméru kmene, druhu stromu a jeho
vysky.

Kandidat Vzorec v R Biologicka predstava

Spole¢na primka vyska_stromu_m Vsechny druhy sdileji stejny
~ prumer_kmene_cm intercept i sklon.

Posun mezi druhy vyska_stromu_m Druhy mohou mit odlisnou
- prumer_kmene_cm + | vysku prii stejném praméru,

r_SiErem ale sdileji sklon.

Riizné sklony vyska_stromu_m Vztah mezi primérem a vys-

- * o\ . -
prumer_kmene_cm kou se muze mezi druhy lisit.
druh_stromu

# Model 1: jedna spolecnd primka
mod _spolecny <-
Tm(
formula = vyska stromu m ~ prumer_ kmene cm,
data = data stromy

# Model 2: rovnobézné primky druhl
mod aditivni <-
Tm(
formula = vyska stromu m ~
prumer_kmene cm +
druh_stromu,
data = data_stromy

# Model 3: druhové specifické sklony
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mod_interakce <-
Tm¢(
formula = vyska stromu m ~
prumer kmene cm *
druh_stromu,
data = data_stromy

)

10 Ktery model prochazi nejblize pozorovanym stro-
mum?

Spoleéna pfimka | | Posun mezi druhy | | Rlzné sklony

50 4

w =
(=] (=]
: :

Vyska stromu (m)
[y~
(=)

10 1

20 20 80 20 20 80 20 40 80
Priimér kmene ve vysce 1,3 m (cm)

== Pinus monticola =% Pinus ponderosa =#= Pseudotsuga menziesii

Obrazek 4: Stejna pozorovani a tfi kandidatni modely. Panely se lisi pouze strukturou odhadnu-
tych primek.

Porovnejte vzdalenosti bodu od pfimek

Ve kterém panelu zlstavaji mezi pozorovanymi body a odhadnutymi pfimkami nejkratsi
svislé vzdalenosti?

Podle obrazku prochézeji pozorovanym bodim nejblize pfimky v panelu Riazné sklony. Rozdily
mezi body a pfimkami v8ak chceme vyjadrit ¢islem, ne pouze odhadovat okem.

11 Jak pozname, ktery model je lepsi?

Pfi porovnani model potfebujeme rozlisit nékolik druht dukazi:

14



« jak tésné model odpovida pozorovanym dattim;

+ kolik parametra potfebuje;

« zda v residuich neztstava systematicky vzorec;

+ zda odpovida biologické otazce;

« zda jeho vysledek dokazeme smysluplné interpretovat.

Z4dné jediné ¢islo neodpovi na véechny tyto otazky.

12 Co uz vime o residuich a jejich ¢tvercich?

Kdy?z jsme poprvé hledali pfimku, porovnavali jsme kandidaty pomoci souétu ¢tverct residui. V
dalsi lekci jsme stejnou veli¢inu oznacili anglickou zkratkou RSS (residual sum of squares) a pouzili
ji pfi vypoctu rezidualni smérodatné odchylky. Pfi porovnani jednoho spole¢ného priméru s

vvvvvv

RSS proto neni novy pojem. V této lekci jej spojime s druhym souctem Ctverct, ktery popisuje
rozdily mezi pozorovanymi vyskami jesté pred pouzitim prediktort.

Vzpomerite si na vyznam RSS

Co se stane se souctem c¢tverct residui, kdyz odhadnuta primka prochazi blize pozorovanym
bodtm?

Cim jsou residua kratsi, tim mensi jsou jejich ¢tverce i jejich soucet. Mensi RSS proto znamena
tésnéjsi shodu modelu s pozorovanymi daty.

15



13 Je primka lepsi nez predpovéd primérem?

Nez posoudime odhadnutou pfimku, potfebujeme jednoduchy vychozi zptisob odhadu. Pokud
bychom o jednotlivych stromech nevédéli nic dalsiho, mohli bychom kazdému pfifadit pramér-
nou vysku. Tento primérovy model ndm umozni popsat, jak moc se pozorované vysky lisi jesté
pred pouzitim praméru kmene.

Nasledujici vypocet pouziva Sest skutecnych stromt z datové tabulky. Maly vybér umoznuje vidét
kazdy krok vypoctu. Hodnoty kandidatnich modelt v dalsich tabulkach vychazeji ze vSech 63
strom.

Strom | Prumér kmene (cm)

A 54,61 27,04
B 43,69 31,83
C 22,35 19,39
D 20,83 23,34
E 11,94 5,85
F 73,66 44,64

14 Jak velké jsou rozdily vysek pred pouzitim prediktoru?
Pramérna vyska Sesti stromu je 25,35 m. Svislé usecky ukazuji odchylku kazdého pozorovani od
tohoto praméru.

16
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Obrazek 5: Odchylky Sesti pozorovanych vysek od jejich primeéru (pferusovana ¢ara). Délky
usecek jsou pied umocnénim kladné nebo zaporné odchylky.

Kladné a zaporné odchylky by se pfi prostém souc¢tu vyrusily. Proto je umocnime na druhou a
secteme. Vznikne celkovy soucet ¢tvercu (total sum of squares), tedy Ciselné vyjadreni celkové
variability pozorovanych vysek kolem jejich prameéru.

Strom | Vyska | Odchylka od priméru = Ctverec odchylky

A 27,04 1,69 2,86
B 31,83 6,48 42,01
C 19,39 -5,96 35,50
D 23,34 -2,01 4,03
E 5,85 -19,50 380,19
F 44,64 19,29 372,17

Celkovy soucet ¢tverct s¢ita ctverce odchylek vsech Sesti stromi:

celkovy soucet ¢tverci = ¢tverec odchylky stromu A + --- + ¢tverec odchylky stromu F .

Do vztahu dosadime odchylky z tabulky, umocnime je a se¢teme:
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celkovy soucet ¢tverct = (1,69)% + (6,48)? + (—5,96)? + (—2,01)? 4 (—19,50)% + (19,29)?
— 2,86 + 42,01 + 35,50 + 4,03 + 380,19 + 372,17
— 836,76 .

Obecné oznacime pozorovanou hodnotu y;, prumér vsech pozorovanych hodnot y a pocet pozo-
rovani n:

n

—\2
SStotal = Z (yz o y) :
i=1
Symbol 5SS, .. 0znacuje celkovy soucet ctvercu.. Kazdy ¢len y; — y je odchylka jedné pozorované
vysky od primérné vysky. Hodnota 836,76 m?* popisuje celkovou ¢tvercovou odchylku Sesti vysek
od jejich praméru.

Ktery strom pfispiva nejvice?

Najdéte v grafu a tabulce strom s nejvétsim prispévkem k celkové variabilité. Pro¢ o velikosti
prispévku rozhoduje délka usecky i jeji umocnéni na druhou?

Nejvétsi prispévek ma strom E, protoze ma nejvétsi absolutni odchylku od praméru. Umocnéni
zachova pfispévky kladnych i zapornych odchylek a vétsi odchylky zvyrazni.

15 Kolik rozdila zastalo po odhadnuti pfimky?

Misto priméru ted pouzijeme odhadnutou primku. Kazda tsecka vede od modelem odhadnuté
vysky k pozorované vysce stejného stromu. Jeji orientovana délka je znamé residuum:

residuum = pozorovand vyska — odhadnuta vyska .
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Obrazek 6: Residua stejné sestice stromi. Kazda oranzova tsecka spojuje odhadnutou vysku na
fialové pfimce s pozorovanou vyskou.

Residuum nese znaménko: bod nad pfimkou ma kladné residuum, bod pod pfimkou zaporné.
Absolutni hodnota residua udava délku svislé tsecky mezi bodem a pfimkou. Ctverec residua
znaménko odstrani a uréuje pfispévek daného stromu k souctu ¢tverct residui.

Ctverce residui se¢teme. Dostaneme jiz zndmy soudet ¢tverctl residui (residual sum of squares,
RSS): kolik ¢tvercové odchylky zistalo po odhadnuti modelu.

Strom Pozorovana vy- Odhadnuta Resi- | Absolutni hod- | Ctverec resi-

ska vyska | duum nota dua
A 27,04 33,67 -6,63 6,63 43,92
B 31,83 28,25 3,58 3,58 12,83
C 19,39 17,66 1,73 1,73 3,00
D 23,34 16,90 6,44 6,44 41,42
E 5,85 12,49 -6,64 6,64 44,12
F 44,64 43,12 1,52 1,52 2,31

Soucet ¢tverct residui s¢ita ¢tverce residui vsech Sesti stromu:

soulet Ctvercu residui = ¢tverec residua stromu A + --- 4 étverec residua stromu F .
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Do vztahu dosadime residua z tabulky, umocnime je a seCteme:

soudet ¢tverctt residuf = (—6,63)2 + (3,58)2 + (1,73)2 + (6,44)% + (—6,64)2 + (1,52)2
— 43,92 4 12,83 + 3,00 + 41,42 + 44,12 + 2,31
— 147,60 .

Index ¢ oznacuje poradi pozorovani. Residuum ¢-tého pozorovani oznac¢ime jako e;:

n
_ 2
S8,es = E e;.
=1

oznacuje RSS. Jeho hodnota 147,60 m® je mensi nez celkovy soucet ¢tverci, protoze
pfimka sleduje ¢ast rozdilt mezi vyskami lépe nez samotny pramér. Celkovy soucet c¢tvercu a
RSS jsou dvé stavebni velic¢iny, které pouzijeme spolecné v nasledujicim vypoctu.

Symbol S'S

res

Residuum, jeho velikost a ¢tverec

Ktery strom ma ¢iselné nejvyssi residuum? Ktery strom ma residuum s nejvétsi absolutni
hodnotou, a proto také nejvétsi ¢tverec residua? Jsou to stejné stromy?

Ciselné nejvyssi residuum ma strom D: 6,44 m. Nejvétsi absolutni hodnotu residua ma strom E:
jeho residuum je -6,64 m, jeho absolutni hodnota je 6,64 m a ¢tverec residua je 44,12 m*. Nejde o
stejné stromy. Nejde o chybu: umocnéni odstrani znaménko, takze pfispévek k RSS urcuje velikost
residua bez ohledu na to, zda je kladné, nebo zaporné.

16 Jakou c¢ast variability zachytil model?

Méame dvé veliciny: celkovy soucet ¢tverct pred pouzitim prediktoru a soucet étverct residui
(RSS) po odhadnuti piimky. Jejich pomér fika, jaka ¢ast pavodnich rozdili ziistala nevysvétlena.
Jeho doplnék do jedné proto vyjadfuje zachyceny podil variability.

Zachyceny podil vyjadiime pomoci dvou veli¢in, které uz zname:

soucet Ctvercu residui

zachyceny podil variability = 1 — - — —.
celkovy soucet ¢tvercii

Do vztahu dosadime vsech Sest residui a vSech Sest odchylek od priméru:

(—6,63)% + (3,58)% + (1,73)? + (6,44)2 + (—6,64)2 + (1,52)>

hyceny podil variability = 1 — .
ZACyCeny POl vartabiity (1,69)2 + (6,48)2 + (—5,96)% + (—2,01)2 + (—19,50)2 + (19,29)2

Po secteni ¢tvercu dostaneme:

147,60
836,76

zachyceny podil variability =1 — = 0,824 .

Tento podil nazyvame koeficient determinace R? (coefficient of determination, R-squared).
Obecné jej zapiseme:
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2 _ 1— res
R SS,

otal

Zkratka S'S znamena ,soucet étverci‘. SS

‘s j€ soucet ¢tverct residui od odhadnutého modelu.

SS;otal j€ soucet ctverct odchylek pozorované odezvy od jejitho praméru.

Vypocitejte a interpretujte

Kdyby SS, i, = 500 a SS, ., = 125, jaké by bylo R*? Napiste také jednu vétu o tom, co by
takovy vysledek fikal o odezvé.

R? by bylo 1 — 125/500 = 0,75. Model by tedy v datech zachytil 75 % variability odezvy kolem
jejitho praméru.

17 Dostaneme stejné R? také ze summary()?

V malém piikladu jsme mohli rozepsat kazdy ¢tverec. Pro vsech 63 stromu pouzijeme stejny
vypocet, ale dosadime uZ jen oba soutty ¢tverci.

1877,39

R?=1-—
8084,56

= 0,768 .

Stejnou hodnotu vrati také summary (mod_spolecny)$r.squared: 0,768. Vypis tedy nepiinasi jinou
definici; pouze za nas provede tentyz vypocet.

18 Co nam R? rika — a co ne?

Pro vSech 63 stromi je R* spole¢né primky 0,768. Model tedy ve stejnych datech, na kterych
byl odhadnut, zachycuje pfiblizné 76,8 % pozorované variability vysky kolem jejitho praméru.
R? vsak nefika:

« 7ze model spravné predpovédél 76,8 % jednotlivych stromi;

« 7ze model spliuje predpoklady;

. 7e vztah je pfic¢inny;

« 7e model bude stejné dobry pro nové stromy.

Ktera interpretace je obhajitelna?

Vyberte a zdivodnéte jednu moznost:

« A: R’ vyjadfuje podil spravné predpovézenych stromu.
« B: R® vyjadfuje podil zachycené variability odezvy v téchto datech.
« C: R? vyjadfuje pravdépodobnost, Ze je model pravdivy.

Obhajitelna je moznost B: R? vyjadfuje podil zachycené variability odezvy v datech pouzitych k
odhadu modelu.
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19 Pro¢ R? po pridani ¢lenu neklesne?

Stejny vypocet R* miizeme pouzit pro vSechny tfi kandidaty na vsech 63 stromech. Kandidatni

Kandidatni model Pocet koeficientu Soucet ctvercu residui (RSS)

Spole¢na primka 2 1877,4 | 0,768
Posun mezi druhy 4 1674,5 | 0,793
Ruzné sklony 6 1643,7 | 0,797

Vy$si R? neni automatické vitézstvi

Nejpruznéjsi kandidat ziskava nejvyssi R* uz proto, Ze ma vice moznosti pribliZit se stejnym
pozorovanim. Samotné R* neumi rozhodnout, zda malé zlepseni shody stoji za dalsi koefi-
cienty.

Co udéla zbyteény clen?

Predstavte si, ze do modelu pfidame prediktor, ktery téméf nic nepfinese. Muize R klesnout?

Vv

R® nemiize klesnout, protoze rozsifeny model mize vzdy zopakovat odhady jednodussiho modelu.
Pripadné zvyseni vsak samo nedokazuje, Ze jsou nové koeficienty uZzite¢né.

20 Které koeficienty jednotlivé modely odhaduji?

Pocet koeficientti neni abstraktni ¢islo. Kazdy z nich odpovida konkrétni ¢asti modelu: interceptu,
sklonu nebo rozdilu mezi druhy.

Prifadte koeficienty k modelim

Nez se podivate na nasledujici seznam, rozhodnéte, ktery model potiebuje pouze intercept a
jeden sklon, ktery pridava rozdily druht a ktery navic pfidava rozdily ve sklonech.

+ Spolec¢na primka — 2 koeficienty:
» (Intercept)
» prumer_kmene cm

« Posun mezi druhy — 4 koeficienty:
» (Intercept)
» prumer_kmene cm

22



» druh_stromuPinus ponderosa
» druh_stromuPseudotsuga menziesii
« Ruzné sklony — 6 koeficientu:
» (Intercept)
» prumer_kmene cm
» druh_stromuPinus ponderosa
» druh_stromuPseudotsuga menziesii
» prumer _kmene cm:druh_stromuPinus ponderosa
» prumer _kmene cm:druh_stromuPseudotsuga menziesii

Spole¢na pfimka mé intercept a jeden sklon. Aditivni model pfidava dva rozdily druht vaci
referen¢nimu druhu. Interakéni model navic pfidava dva rozdily ve sklonech. Pravé tyto konkrétni
moznosti navic mohou zlepsit shodu s daty.

21 Staci zlepSeni R? na dalsi koeficienty?
Adjustované R? (adjusted R-squared) se pta, zda je narust obycejného R* dostatecné velky
vzhledem ke dvéma dal$im ddajim:

» n je pocet pozorovani pouzitych k odhadu modelu;
+ k je pocet odhadovanych regresnich koeficient véetné interceptu.

V nasich datech maji vSechny modely stejné n = 63, ale postupné odhaduji 2, 4, 6 koeficientt.
Pro aditivni model zname:

+ obycCejné R* = 0,793;

+ pocet pozorovani n = 63;

» pocet regresnich koeficientt k = 4.

Uprava vychazi z podilu variability, ktery oby¢ejné R? nezachytilo. Tento podil zvétsi podle poctu
pozorovani a koeficientt:

adjustované R? = 1 — (podil variability nezachyceny modelem X tiprava za pocet pozorovani a koeficientit).

Do vztahu dosadime hodnoty aditivniho modelu:

63 —1

2 _
Radj =1-— (1 — 0,793) X 63—4 = 0,782 .

Po vypoctu obou ¢asti v zavorce dostaneme:

RZ;; =1— (0,207 x 1,051) = 0,782 .

Obecna podoba stejného vypoctu je:

n—1

2y =1—(1—R? .
R (1—R?) x —

ad]j

Faktor Z—:}c je pti pridani koeficientti vétsi. Pokud nové koeficienty nesnizi residuélni variabilitu

dostatecné, adjustované R? se zmensi.
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Oznacte vyznam kazdé casti

Ve vypoctu vySe najdéte ¢ast popisujici shodu modelu, velikost datového souboru a pocet
odhadovanych koeficientt. Ktera ¢ast se zméni, kdyz pridame interakci?

Shodu vyjadtuje 1 — R?, velikost datového souboru piedstavuje n a pocet koeficientil piedstavuje
k. Po pridani interakce se zméni R* i k; pocet pozorovani n ziistane stejny.

22 Kdy muze adjustované R? klesnout?
Porovname obycejné R? po pridani interakce. Ta pridava dalsi sklony a ma smysl jen tehdy, pokud
dostate¢né zméni residua vzhledem k poctu novych koeficientt.

Kandidatni model | Pocet koeficienta R? | Adjustované R?

Spoleéna primka 210,768 0,764
Posun mezi druhy 4 | 0,793 0,782
Ruizné sklony 6 | 0,797 0,779

Prechod z aditivniho modelu k interakénimu pfid4 dva sklony. Obycejné R* se zvysi z 0,793 na
0,797, ale adjustované R? klesne z 0,782 na 0,779. Zisk ve shodé je pro tuto upravu prilis maly.

Predpovéd pred vysledkem

Kdyby novy koeficient téméf nezménil residua, co se stane s oby¢ejnym a adjustovanym R*?
Vysvétlete obé odpovédi pomoci jejich vypoctu.

Obycejné R* se nezmensi, protoze RSS se po pfidani koeficientu nemize zvétsit. Adjustované R*
vSak pravdépodobné klesne: téméf stejny nezachyceny podil se nasobi vétsi Gpravou za pocet
koeficientt.

23 Jak vyvazit shodu a jednoduchost modelu?

R? hodnoti shodu s pozorovanymi daty, ale nezvyhodnuje jednodussi vysvétleni. Pfi porovnani

vvvvvv

nostnén jen tehdy, kdyz pfinese dostatec¢né zlepseni shody.

Kdy stoji slozitost za to?

Posun mezi druhy a rizné sklony popisuji stromy témér stejné dobre (R* 0,793 a 0,797). Prvni
model potfebuje 4 koeficienty, druhy 6. Ktery byste pfedbézné upfednostnili a jakou dalsi
informaci byste chtéli znat?
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Pfedbézné bychom upfednostnili jednodussi model. Potfebujeme vsak posoudit, zda malé zlepseni
shody slozitéjsitho modelu vyvazi 2 koeficienty navic.

24 Jak AIC vyjadruje dspornost modelu?

Akaikeho informacni kritérium (Akaike information criterion, AIC) je alternativni zpa-
sob porovnani kandidatt. V jednom ¢isle vyvazuje:

+ shodu modelu s pozorovanymi daty;
« penalizaci za sloZitost modelu.

Lepsi shoda AIC snizuje, zatimco dalsi odhadované veli¢iny je zvysuji. Proto pfi srovnani stejnych
dat preferujeme nizsi AIC. AIC nevyjadfuje podil variability a nemé stejnou $kalu jako R*.

25 Co nam tikaji rozdily AIC mezi kandidaty?
Hodnotu AIC jednoho modelu ziskame pfimo funkci AIC():

# Vypocitame AIC spolecné primky
AIC(object = mod spolecny)

[1] 398.64
Samotné AIC 398,64 nelze oznacit za ,,dobré” nebo ,$patné®. Jde o relativni kritérium: ¢islo ziskava
vyznam az ve srovnani pfedem urcenych kandidatu.
Porovnavané modely pfitom musi pouZzivat:

« stejnou odezvu;

« stejnd pozorovani;

« stejny zpusob pravdépodobnostniho popisu residui — zde u vSech kandidata predpokladame
residua s normalnim rozdélenim a stejnou zakladni strukturou.

svvs

svvs

rozdil od nejnizsi AIC = 398,64 — 395,44 .
Po odecteni dostaneme:
rozdil od nejnizsi AIC = 3,20 .
Tento rozdil se ¢asto oznacuje jako AAIC (delta AIC).
Obecné jej zapiseme:

AAIC, = AIC, — AIC,,,.
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Symbol ¢ oznacuje konkrétni kandidatni model, AIC; jeho hodnotu AIC a AIC, ;, nejnizsi AIC v
celé kandidatni sadé. Nejlépe podporovany kandidat ma AAIC rovné 0; ostatni hodnoty ukazuji, o
kolik je jejich AIC vétsi. V této lekci zamérné nepouzivame univerzalni prah, ktery by rozhodnuti

automatizoval.

Kandidatni model AIC | Rozdil od nejnizsi AIC (AAIC)

Spole¢na primka 398,64 3,20
Posun mezi druhy | 395,44 0,00
Ruzné sklony 398,27 2,83

Pro¢ nestaci jedno ¢islo?

Kolega oznami: ,Mtj model ma AIC 395, takze je dobry." Jaka informace chybi, abyste mohli
jeho tvrzeni posoudit?

Chybi AIC dalsich modeltt odhadnutych pro stejnou odezvu a stejnd pozorovani. Kandidaty
porovnavaji rozdily mezi témito hodnotami, ne jedna hodnota sama.

Nejlepsi kandidat nemusi byt dobry model

Porovnani vybira nejlépe podporovany model pouze z modelu, které jsme zaradili do
kandidatni sady. Nefika, Ze je tento model obecné dobry ani Ze jsme nasli nejlepsi mozny
popis dat. Jiny model, ktery jsme vitbec neposuzovali, mize stejna data popsat podstatné 1épe.

Doplriujici: Z ¢eho se AIC sklada?

AIC s¢ita dvé ¢asti. Prvni vyjadiuje nesoulad modelu s daty: vychazi z takzvané vérohod-
nosti (likelihood), tedy z toho, jak pravdépodobna by byla pozorovana data, kdyby model platil.
Cim lépe model data vystihuje, tim je tato ¢Ast mensi. Druh4 ¢ast je penalizace za slozitost:
AIC pricita 2 za kazdou veli¢inu, kterou model odhaduje.

U modelu z m() se kromé regresnich koeficienti odhaduje jesté jedna veli¢ina: smérodatna
odchylka residui. Spole¢na ptimka proto odhaduje 2 koeficienty a jednu smérodatnou odchyl-
ku, celkem 3 veli¢iny. Ru¢né AIC poéitat nemusite; nasledujici kod jen ukazuje, Ze AIC() séita
pravé tyto dvé Casti.

# Nesoulad s daty: -2 x logaritmus vérohodnosti modelu

nesoulad spolecny <-

-2 * as.numeric(logLik(object = mod spolecny))

# PocCet odhadovanych velicin: koeficienty a smérodatnd odchylka residui

26



pocet velicin spolecny <-
length(coef(object = mod spolecny)) + 1

# Soucet obou casti
nesoulad spolecny + 2 * pocet velicin spolecny

[1] 398.64

# Stejnou hodnotu vrati funkce AIC()
AIC(object = mod_spolecny)

[1] 398.64

26 Ukazuji R?, adjustované R? a AIC na stejny model?

Kazda mira zachazi se shodou a slozitosti jinak. Jejich spole¢na tabulka proto neni hlasovanim,
ale podkladem pro argument.

Kandidatni model | Pocet koeficientu R? | Adjustované R?

Spole¢na primka 210,768 0,764 | 398,64
Posun mezi druhy 4 | 0,793 0,782 | 395,44
Ruzné Sklony 6 | 0,797 0,779 | 398,27

Ctéte tabulku jako argument

Ktery model ma nejvyssi R*? Ktery ma nejvyssi adjustované R* a nejnizsi AIC? Vysvétlete
neshodu pomoci toho, jak kazda mira zachazi se shodou a sloZitosti, ne jako tfi rovnocenné
hlasy o tom, ktery model je ,pravdivy".

svvs

nepfinesly dostate¢né zlepseni shody. Zadn4 z téchto hodnot neudava pravdépodobnost, Ze je
model pravdivy.

27 Staci dobré skore k tomu, aby byl model dobry?

Srovnavaci skore nenahrazuje diagnostiku modelu. U kandidata podporovaného adjustovanym
R? a AIC kontrolujeme vztah residui k odhadnutym hodnotam, Q-Q graf a vliv jednotlivych
pozorovani.
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Do grafu residui pfidame vyhlazenou kiivku, kterou spoc¢ita funkce lowess (). Krivka v kazdém
misté grafu sleduje, kde residua v okoli v primeéru lezi. Nic nového neodhaduje, jen pomaha vidét
vzor, ktery tvofi body.

# Zkontrolujeme, zda residua lezi kolem nuly bez vzoru
plot(

x = fitted(object = mod aditivni),

y = residuals(object = mod aditivni),

col = vec barvy druhu[as.character(data stromy$druh stromu)],
vec_symboly druhu[as.character(data stromy$druh stromu)],
cex = 1.2,

°
(o)
>

Il

cex.axis = 1.2,

cex.lab = 1.2,

xlab = "Odhadnutd vysSka stromu (m)",
ylab = "Residuum (m)"

o)

o

=
Il

"#2E2E2E",
2

—~

~+
<
]

# Vyhlazend krivka sleduje primérnou polohu residui
lines(
x = lowess (

x = fitted(object = mod aditivni),

y = residuals(object = mod aditivni)
Do
col = "#F3A712",
lwd = 3
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Obrazek 7: Residua aditivniho modelu podle odhadnuté vysky. Oranzovéa kfivka pouze vyhlazuje
prubéh bodt, aby byl vzor lépe vidét.

Residua nelezi kolem nuly nadhodné. U stromt s odhadnutou vyskou pod 16 m je primérné
residuum -5,9 m, mezi 16 a 32 m +3,1 m a nad 32 m -2,1 m. Residua tak tvori oblouk: nizké
i nejvyssi stromy model nadhodnocuje, stiedné vysoké podhodnocuje. Pfimka tedy nevystihuje
tvar vztahu mezi primérem kmene a vyskou; vyska s prumérem kmene nejspi$ roste stale
pomaleji. Ve stejnych pasmech maji stejny oblouk i residua spole¢né pfimky (primérna residua
-5,7; +3,4 a -2,8 m) a modelu s riznymi sklony (-5,8; +3,4 a -2,1 m). Oblouk tedy nevyfesi ani
druh stromu, ani rozdilné sklony.

# Zkontrolujeme tvar rozdéleni residui
ggnorm(
y = residuals(object = mod aditivni),
pch = 19,
cex.axis = 1.2,
cex.lab = 1.2,
main = "Q-Q graf residui",

xlab = "Teoretické kvantily",
ylab = "Kvantily residui (m)"
)
gqline(
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y = residuals(object = mod aditivni),
col = "#2E2E2E",

lwd = 2
)
Q-Q graf residui
. ®
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Obrazek 8: Q-Q graf residui aditivniho modelu.

Body v Q-Q grafu se na obou koncich od ptimky odchyluji. Cast této odchylky mtize souviset s
obloukem: residua, ktera zanechava nevhodny tvar modelu, nemusi mit rozdéleni pfedpokladané
lineArnim modelem.

Zbyva otazka, zda nékteré pozorovani model neovliviiuje neobvykle silné. Cookova vzdalenost
(Cook’s distance) shrnuje, jak silné by se odhadnuté hodnoty zménily po vynechéani jednoho
pozorovani. Orientacni ¢ara 4/n neni automaticky test; pouze oznacuje stromy, které si zaslouzi
blizsi kontrolu.

# Vypocitame vliv jednotlivych pozorovéani
vec cookova vzdalenost <-

cooks.distance(model = mod aditivni)

hranice cook <-
4 / nobs(object = mod aditivni)
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# Zobrazime, kterd pozorovéani maji nejvétsi vliv

plot(
X = vec_cookova vzdalenost,
type = "h",
lwd = 2,

cex.axis = 1.2,
cex.lab = 1.2,

xlab = "Poradi stromu v tabulce",
ylab = "Cookova vzdalenost"

)

abline(

h = hranice cook,
col = "#F3A712",
1ty = 2,
lwd = 2

0.08
|

Cookova vzdalenost
0.04
|

| I | ] | |

0 10 20 30 40 20 60

0.00

Poradi stromu v tabulce

Obrazek 9: Cookovy vzdalenosti pro aditivni model. Pferusovana ¢ara zobrazuje orientaéni
hodnotu 4/n.

Nad orientaé¢ni ¢arou lezi 4 pozorovani. To neni diivod je odstranit; je to diivod vratit se k jejich
meéfeni, biologickému vyznamu a vlivu na zavér.
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Podporuji graf residui, Q-Q graf a Cookovy vzdalenosti zavér ze srovnavaci tabulky, nebo
vyzaduji opatrnéjsi formulaci? Uvedte jeden diivod pro zvoleny model a jedno omezeni.

Mozna odpoved

Srovnavaci tabulka podporuje aditivni model jako nejlepsiho ze tii kandidata: zachyti rozdily

cv v/

formulaci. Residua tvori oblouk, takze zadna z pfimek nevystihuje tvar vztahu, a Q-Q graf
neni pfimy. Stromy nad ¢arou 4/n je vhodné zkontrolovat, ne automaticky vyfadit.

28 Ktery model lze pro tyto stromy nejlépe obhajit?

Aditivni model s primérem kmene a druhem stromu predstavuje pro tato data nejlépe obhajitelny
model ze tfi posuzovanych kandidata. Oproti jedné spolecné primce zachyti rozdily mezi
druhy. Interakéni model sice dosahne nejvyssiho R? ale jeho dodatec¢né sklony nepfinesou dosta-
te¢ny zisk podle adjustovaného R? ani AIC.

Tento zavér zustava podminény. Nerika, Ze je aditivni model nejlepsi ze vSech moznych modelu.
Residua vs$ech tii kandidatt tvori oblouk, takze pfimky nevystihuji zakfiveny tvar vztahu. Data
navic obsahuji omezeny pocet stromil, Q-Q graf neni pfimy a pozorovaci studie sama nedoklada
pric¢inny efekt druhu.

Odpovéd na hlavni otazku

Dobry model nepozname podle jediného ¢isla. Obhajoba musi propojit biologickou otazku,
shodu s daty, sloZitost, diagnostiku, interpretovatelnost a omezeni dat.
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29 Jak porovnavat modely bez automatického hledani?

1. Polozte biologickou otazku.

Prohlédnéte a zobrazte data.

Definujte malou sadu biologicky zdtvodnénych kandidati.

Pouzijte pro vSechny kandidaty stejnou odezvu a stejna pozorovani.
Porovnejte odhadnuté vztahy, residua, R? adjustované R* a AIC.
Zkontrolujte predpoklady a vlivna pozorovani.

Nk

Obhajte zavér a pojmenujte jeho omezeni.

Automatické hledani nenahrazuje biologickou otazku

Funkce pro automatické pridavani a odebirani ¢lentt mohou vytvofit dlouhy seznam modela,
ale samy neur¢i, které modely maji biologicky smysl. V této lekei proto nepouzivame krokovy
vybér ani vyhledavani vSech moznych kombinaci.

30 Co bude nasledovat dal

Vsechny tfi kandidaty jsme kreslili jako pfimky, a jejich residua pfesto tvori oblouk. Problém
tedy neni jen ve volbé prediktort: vztah vysky a priméru kmene je nelinearni. V nasledujici
lekci se nau¢ime popisovat tvar rozdéleni hodnot i tvar vztahu a uvidime, jak mtZze vhodna
transformace proménnych pomoci linearnimu modelu popsat i zaktiveny vztah. Kandidatni tvary
vztahu budeme stejné jako v této lekci porovnavat az poté, co je biologicky zdvodnime.

31 Shrnuti

« R?je podil variability odezvy, ktery model zachytil v datech; pocita se z celkového souctu ¢tverca
a souctu Ctverct residui.

« R? po pridani ¢lenu do vnofeného linearniho modelu nemuze klesnout, a proto samo nevybira
model.

« Adjustované R* a AIC vyvazuji shodu a sloZitost, kazdé jinak; AIC ma smysl jen jako rozdil mezi
modely se stejnou odezvou a stejnymi pozorovanimi.

- Kandidaty definujeme podle biologické otazky predtim, neZz porovname jejich skore.

« Konec¢na obhajoba musi zahrnout také diagnostiku, interpretovatelnost a omezeni dat.

31.1 Zavérecéna otazka

Vyberte si biologickou otazku ze svého oboru. Jaké dva nebo tfi kandidatni modely byste sestavili
jesté pred analyzou a co by vas pfesvédcilo, abyste dali pfednost jednodussimu z nich?

Mozna odpoveéd

Napriklad otazka, jak hmotnost ptacat zavisi na jejich véku a na tom, zda hnizdo leZi v lese,
nebo ve mésté. Kandidaty mohou byt jedna spole¢né primka, rovnobézné primky pro les a
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mésto a primky s riznymi sklony, pokud cekame, 7e ptacata v jednom prostredi pribyvaji
rychleji. Jednodussimu modelu bychom dali prednost, kdyby slozitéjsi model zlepsil shodu
jen nepatrné (adjustované R* by kleslo a AIC by nebylo nizsi), residua jednodussiho modelu
nevykazovala vzor a biologicka otazka nevyzadovala rozdilné sklony:.

Slovnicek pojmi
Pojmy pouzité v téchto materilech a jejich definice:

Interaktivni slovnicek je dostupny online: https://cuni-natur-biostatistics.github.io/slovnik/
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